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基于 BiGRU-Attention 神经网络的文本情感分类模型 * 
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摘 要：针对双向长短时记忆神经(BiLSTM)模型训练时间长、不能充分学习文本上下文信息的问题，提出一种基于

BiGRU-Attention 的文本情感分类模型。首先，利用双向门控循环(BiGRU)神经网络层对文本深层次的信息进行特征提

取；其次，利用注意力机制(attention)层对提取的文本深层次信息分配相应的权重；最后，将不同权重的文本特征信息

放入 softmax 函数层进行文本情感极性分类。实验结果表明，所提的神经网络模型在 IMDB 数据集上的准确率是

90.54%，损失率是 0.2430，时间代价是 1100 s，验证了 BiGRU-Attention 模型的有效性。 
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Text sentiment classification model based on BiGRU-Attention neural network 

Wang Weia, b, Sun Yuxiab, Qi Qingjiec, Meng Xiangfub 

(a. College Institute of Science &  Technology, b. College of Electronic &  Information Engineering, c. College of Mining 

Liaoning Technical University, Huludao Liaoning 125105, China) 

Abstract: The BiLSTM neural network model has long training time and can not fully learn text context informations. In 

order to solve the problems, this work proposes a text emotion classification model based on BiGRU-Attention neural network. 

Firstly, the bidirectional Gated Recurrent Unity (BiGRU) neural network layer was used to extract the features of the deep text 

information; secondly, the attention mechanism (Attention) layer was used to allocate the corresponding weight of the 

extracted text deep information. Finally, the text feature messages of different weights are put into the softmax function layer 

to carry out the text sentiment classifications. The experimental results show that the accuracy of the proposed neural network 

model is 90.54% on the IMDB data set, the loss rate is 0.2430 and the time cost is 1100s and the validity of the 

BiGRU-Attention model is verified.  
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0 引言 

文本情感分类是 NLP 领域的一个重要任务，通常是对带有

主观情感色彩的文本进行分类。文本情感分类能对文本层次特

征进行提取，挖掘用户的情感倾向，被广泛应用在政策意见挖

掘、民意调查、产品分析、电影推荐、搜索排名等领域。近年

来，Web 2.0 的兴起掀起了用户主动创造信息的时代，用户可

以随时通过移动终端发表自己意见和评论，因此用户评论数据

呈指数型增长。研究人员最初使用的朴素贝叶斯等浅层次机器

学习算法已不能满足与日俱增的数据处理的需要，因此神经网

络应运而生并且成为近年来的研究热点。 

CNN 最初在图像领域得到广泛应用，并迅速扩展到其他领

域。LeCun 等人[1]将 CNN 应用到文本情感分类，提高了文本分

类的准确率。虽然采用 CNN 相比传统研究人员所采用的基于

规则和机器学习[2]算法准确率提高了，但仍不能充分学习文本

上下文信息。随着研究的不断深入，Mikolov 等人[3]提出将 RNN

应用到文本分类任务, 由于 RNN 当前节点的输出值由当前的输

入和上一个节点的输出两部分共同决定，使得 RNN 能够充分

学习文本前后上下之间的信息，因此 RNN 比 CNN 适合于文本

分类；但 RNN 长期依赖学习的特征会容易出现梯度弥散的问

题。为了解决梯度弥散问题，LSTM 和 GRU 等众多变体被提

出并在情感分类领域广泛应用，但 LSTM 由于结构的复杂性，

计算异常复杂，存储了多余的中间变量，因此需要大量的训练

时间和内存空间且 LSTM、GRU 只能利用历史信息来对当前信

息作出判断，无法利用未来信息，有时可能无法对当前信息进

行准确的判断和充分地文本信息提取；目前广泛在文本领域应
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用的 BiLSTM 和 attention 机制结合的模型，仍无法摆脱复杂计

算造成的训练时间过长的问题。 

针对上述问题，本文提出了一种 BiGRU-Attention 模型，

将文本的输入向量放入 BiGRU 层相比放入 BiLSTM 层，能进

一步减少网络训练的时间；把 BiGRU 层的输出向量放入

Attention 层能进一步突出文本的关键信息，提高文本信息的提

取质量。BiGRU-Attention 模型在 IMDB 数据集上进行对比实

验，将准确率、损失率和时间代价作为评价指标，证明了 

BiGRU-Attention 模型在文本分类方面的有效性。 

1 相关研究 

利用深度学习的方法研究文本情感分类近年如雨后春笋般

的涌现。梁军等人[4]采用递归神经网络的情感转移模型加强文

本相关性的捕获；白静等人[5]提出使用 BiLSTM-CNN-Attention

的混合神经网络结构进行两种特征融合的分类；梁斌等人[6]采

用 attention 机制和 CNN 结合的混合模型，解决平行化问题，

降低模型训练时间；赵勤鲁等人[7]提出 LSTM-Attention 模型充

分提取了语义结构信息；杨东等人 [8] 提出 CNN、GRU 和

Attention 机制的混合神经网络模型对文本进行特征提取；司念

文等人[9]提出 attention 机制和 LSTM 混合模型更加有效地对中

文词性进行标注；王业沛等人[10]采用 LSTM 神经网络进行判断

结果的倾向性任务分析，有效地提高了裁判文书中关键信息提

取的准确性；朱星嘉等人[11]提出了改进的 attention-based LSTM

的特征选择模型，解决了数据的维度灾难问题，有效地突出了

文本的重点特征信息；李阳辉等人[12]将降噪自编码的深度学习

方法应用在情感分析任务，提高了模型对原始数据的鲁棒性和

信息特征的表达能力；刘洋[13]采用 GRU 神经网络对时间序列

进行预测，提高了预测方案的准确性；李骁等人[14]采用 BiGRU

网络对互联网信息输入序列快速准确地实现特定信息的提取；

黄兆玮等人[15]采用 GRU 和 attention 机制结合的远程监督关系

抽取的方法提高了准确率；张玉环等人[16]利用 LSTM 及 GRU

搭建文本情感分类模型使模型在较短的时间内达到较高的准确

率；田竹[17]将 RSGRU 的混合神经网络应用在语句级情感分析

任务，节约了人力，更加容易维护； Zhou 等人[18]采用最小门

控单元( MGU) 对序列化的数据进行处理，加快了模型的训练速

度；黄磊等人[19]采用 LSTM 和 GRU 的混合神经网络模型对文

本重点信息进行提取，召回率明显提高。  

近年，attention 机制在自然语言处理领域广泛应用，

attention 机制最早应用在计算机视觉图像领域。2014 年 google 

mind 团队[20]使用循环神经网络和 attention 机制的混合模型做

图像分类，它的主要思想是当观察某一幅图片时，人们经常会

把注意力集中到某一小块区域，并能根据之前的观察来预测未

来的注意力应该集中图像的位置，根据当前的输入和前一状态

去确定当前状态应该处理的注意力部分，处理的像素更少，问

题任务更加简单化；随后 Bahdanau 等人[21]将 attention 机制应

用在机器翻译任务，通过 attention 机制把源语言端每个词学到

的表达和预测要翻译的词联系起来，这也是 attention 机制在自

然语言处理领域的首次应用；Luong 等人[22]介绍了全局和局部

两种注意力机制；Yin 等人[23]介绍了卷积和 attention 机制结合

的三种方式，可以在输入 CNN 之前加入 attention 机制，可以

在进行 CNN 特征提取后，池化之前加入 attention 机制；也可

以把以上两种方式结合起来添加 attention 机制，这也是 attention

机制在 CNN 中的首次探索；在 2014~2015 年 attention 机制在

机器翻译上开始流行；2015 年 attention 机制与 RNN 结合的神

经网络模型在自然语言领域广泛应用；2015—2016 年 attention

机制和 CNN 相结合的神经网络模型成为研究热点。随后，研

究人员利用 attention 机制和神经网络模型进行文本情感分类层

出不穷, 并成为近年来的研究热点。 

随着 LSTM、CNN、attention 机制等混合神经网络模型在

文本情感分类中的广泛应用，在 LSTM 与 attention 机制的结合

的模型在文本方面取得的卓越成绩后，人们逐渐把目光投向

attention 机制与 BiLSTM、Bi-GRU 的研究。国内外近两三年此

类研究也开始涌现。田生伟等人[24]利用 Bi-LSTM 和 attention

机制结合的混合神经网络对维吾尔语事件时序关系进行识别,

这种神经网络混合的方式先把文本向量放入 Bi-LSTM 层，提取

一些文本信息，然后放入 attention 机制层进行深层文本特征提

取，最后放入到 softmax 层进行文本情感分类；司念文等人[9]

提出 LSTM-BiLSTM-Attention 网络模型更加有效地对中文词性

进行标注，首先利用 LSTM 层进行文本特征提取，然后利用

BiLSTM 双方向的原理通过双向的词性来对目标词进行标注，

最后利用 Attention 层进一步提取重点信息，增加词性标注的准

确性；成璐[25]提出了基于 attention 机制和 BiLSTM 的神经网络

模型对中文商品评论进行情感分析, 将分词后的词向量的形式

放入 Bi-LSTM 进行文本特征提取，放入 Attention 层突出文本

分类中的重点信息；Rozental 等人[26]提出使用 BiGRU 神经网络

和卷积的最大池化进行多次操作的混合模型来提取文本特征信

息，最后在 softmax 层进行文本分类，用英语和西班牙语来测

试实验模型，取得第一和第三的好成绩；Chen 等人 [27]使用

Bi-LSTM 和位置 Attention 机制结合的混合神经进行文本分类，

也取得不错的分类效果；Kumar 等人[28]使用简单的 BiLSTM 和

两层 attention 机制简单混搭的模型, 在 BiLSTM 层提取了文本

特征信息后，分别顺序建立了词语级的 attention 机制和句子级

的 attention 机制，将该实验模型在 SemEval 2017 Task 5 上进行

评测，在 sub-tracks 1 和 2 的评测结果比目前最好的系统分别

提高 1.7 和 3.7 个百分点。 

无论是对维吾尔族语事件时序关系的分析、中文词性的分

析或者商品评论分析还是国外对 BiLSTM 或 Bi-GRU 的一些最

新研究，本质上都是利用神经网络和 attention 机制结合的网络

模型对文本进行相关处理，提取深层次文本信息；大部分采用

的是 BiLSTM 或者 BiGRU 和 attention 机制结合的混合模型，

且大部分模型都经历了将文本向量放入 Bi-LSTM 层特征提取、

注意力机制层突出重点信息，softmax 层文本分类三个阶段。这
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些研究都把很大的注意力放在了 Bi-LSTM 或 BiGRU 神经网络

和 attention 结合的模型研究上，并且取得了不错的效果。本文

的算法模型在以前研究成果基础上，提出了一种更加简单的模

型，采用结构更加简练、计算更加简单和存储空间更小的

BiGRU 层、attention 层、softmax 层和全连接层的简单混合神

经结构来提取特征信息，进行文本分类。 

2 相关技术及 BiGRU-Attention 模型 

2.1 相关技术 

2.1.1 长短期记忆神经 

RNN 是一种用来处理序列数据的特殊的神经网络，这种神

经网络的功能与人的一些思考习惯类似。想象这样一个情景，

当我们做英语四、六级选词填空时，确定空格要填的单词，我

们不仅要阅读空格前面的单词还要阅读前面单词的前面单词如

The sea water in the deep sea is very    ，通过阅读 very 及之前

的 in the deep sea 可以知道此处应选 deep。同样的 RNN 就是为

了解决文本中当前输出与当前输入和前一时刻输出的关系而诞

生的神经网络。RNN 主要应用在语音识别、机器翻译、中文分

词和词性标注等序列化数据的领域，并在该领域取得了良好的

成果。随着研究活动的不断开展，RNN 被广泛应用在文本处理

方面；近年来，被用在情感分析领域的模型更是层出不穷。经

典的 RNN 结构由输入层、隐含层和输出层组成。RNN 可以学

习文本上下文的语义信息，抽取到的特征信息可以作为其他神

经网络或其他模型的输入，也可以放入 softmax函数层直接进

行情感极性的分类。RNN 在 t 时刻展开图如图 1 所示。 

A

h1  

A A A

ŀ

h0  h2  ht  

x0  x1  x2  xt  

 

图 1 t 时刻 RNN 结构的展开图 

RNN 基本的算法思想是随时间反向传播算法，但在随时间

反向传播过程中，跨时间步和长时间学习使后续节点的梯度往

往不能按照初值传到最初的位置，容易出现梯度弥散问题。为

了克服梯度弥散的缺点,RNN 的众多变体被提出，其中 LSTM

就是 RNN 变体中一种广泛应用的经典变体。LSTM 单个神经

元的具体结构如图 2 所示。 
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图 2 LSTM 神经元结构图 

LSTM 的具体工作原理可以通过以下几个公式进行理解： 

 [ ]( )1t f t t ff sigmoid W h ,x b-= Ö + (1) 

 [ ]( )1t i t t ii sigmoid W h ,x b-= Ö + (2) 

 [ ]( )1t c t t cC tanh W h ,x b-= Ö + (3) 

 
1t t t t tC f * C i * C-= +  (4) 

 [ ]( )1t o t t o o sigmoid W h ,x b-= Ö + (5) 

 ( )t t th o * tanh C=  (6) 

从图 2 和公式可以看出，LSTM 由输入门、记忆单元、输

出门和遗忘门四部分组成。其中， tx 表示 t 时刻的输入向量， 1th-

表示上一个时刻的输出向量，{ }f i c o,W ,W W ,W 表示各个相应部分

的权重系数矩阵， f i c o{b ,b ,b ,b } 表示各个相应部分的偏移向量，

sigmoid 表示激活函数，式(1)计算的是遗忘门的值，看有多少

信息可以进行保留，由式(1)的形式可以看出 t 时刻遗忘门的值

由 tx 和 1th- 共同决定；式(2)计算的是用 sigmoid 函数去激活的

[ ]( )1i t t iW h ,x b- +¶ 细胞状态的值，式(3)计算的是由 1th- 和 tx 决定的候

选记忆单元的值;式(4)计算的是记忆状态单元通过 1tC-和 tC 对

tf 和 ti 的调节作用后的值；式(5)(6)计算的是 t 时刻由 1th- 和 tx 决

定的经过内部循环和更新的 LSTM 最后的隐层状态的输出 th 。 

2.1.2 GRU 

随着 LSTM 在自然语言处理特别是文本分类任务的广泛应

用，人们逐渐发现 LSTM 具有训练时间长、参数较多、内部计

算复杂的缺点。Cho 等人在 2014 年进一步提出了更加简单的、

将 LSTM 的单元状态和隐层状态进行合并的、还有一些其他的

变动的 GRU 模型。GRU 模型是一种保持了 LSTM 效果、具有

更加简单的结构、更少的参数、更好的收敛性的模型。GRU 模

型由更新门和重置门两个门组成。前一个时刻的输出隐层对当

前隐层的影响程度由更新门控制，更新门的值越大说明前一时

刻的隐层输出对当前隐层的影响越大；前一时刻的隐层信息被

忽略的程度由重置门控制，重置门的值越小说明忽略得越多。

GRU 结构更加精简，具体如图 3 所示。 

ht

σ

I-

tanh
Zt

σ

rt

ht-1

xt

 

图 3 GRU 神经元结构图 

GRU 模型的更新方式如下: 

 [ ]( )1t r t tr W h ,xs -= Ö  

 [ ]( )1t z t t z W h ,xs -= Ö  

 [ ]1tanht t t th (W r * h ,x-= Ö  (7) 

 ( ) 11t t t t th z * h z * h-= - +  

其中： tr 表示 t 时刻的重置门， tz 表示 t 时刻的更新门， th 表

示 t 时刻的候选激活状态， th 表示 t 时刻的激活状态, 1th- 表示(t-1)
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时刻的隐层状态。更新门 z 由当前状态需要被遗忘的历史信息

和接受的新信息决定；重置门 r 由候选状态从历史信息中得到

的信息决定。 

2.1.3 BiGRU 

在单向的神经网络结构中，状态总是从前往后输出的。然

而，在文本情感分类中，如果当前时刻的输出能与前一时刻的

状态和后一时刻的状态都产生联系如对这样一个句子进行选词

填空 The sea water in the deep sea is so      that the sun does 

not shine.通过在 The sea water in the deep sea 和 the sun does not 

shine 两部分内容，我们可以更加确信此处选填 deep，这样更

有利于文本深层次特征的提取，这就需要 BiGRU 来建立这种

联系。BiGRU 是由单向的、方向相反的、输出由这两个 GRU

的状态共同决定的 GRU 组成的神经网络模型。在每一时刻，

输入会同时提供两个方向相反的 GRU，而输出则由这两个单向

GRU 共同决定。BiGRU 的具体结构如图 4 所示。 

 

图 4 双向 GRU 结构模型图 

从图 4 可以看出，BiGRU 当前的隐层状态由当前的输入 tx 、

(t-1)时刻向前的隐层状态的输 1th- 和反向的隐层状态的输出

1th- 三个部分共同决定。由于 BiGRU 可以看做两个单向的

GRU，所以 BiGRU 在 t 时刻的隐层状态通过前向隐层状态 1th- 和

反向隐层状态 1th- 加权求和得到： 

 ( )1t t th GRU x ,h-=  

 ( )1t t th GRU x ,h-=  (8) 

 
t t ? t t t th w h v h b= + +  

其中：GRU( )函数表示对输入的词向量的非线性变换，把词向

量编码成对应的 GRU 隐层状态。  tw 、 tv 分别表示 t 时刻双向

GRU 所对应的前向隐层状态 th 和反向隐状态 th 所对应的权重，

tb 表示 t 时刻隐层状态所对应的偏置。 

2.1.4 Attention model 

Attention 机制在语音识别、机器翻译和词性标注等序列化

数据中表现非凡，attention 机制可以单独使用，也可以在其他

混合模型中作为其他混合模型的层使用，可以放在文本向量输

入层之后也可以放在其他网络模型训练数据之后，通过对数据

进行自动加权变换，把两个不同的部分联系起来，突出重点的

词语，使整个系统表现出更好的性能。Attention 机制类似人脑

的观察某些事物的原理，如人们为了描述某些画的内容而去观

察某幅画，首先会观察这幅画上的题的字，然后根据判断有目

的地去观察这幅图中表现主题的那部分内容；当去描述这幅画

时，往往会先描述与这幅画最相关的内容，然后再去描述其他

方面的内容；attention 机制就是一种通过在关键信息上分配足

够的关注、突出局部重要信息的机制。attention 机制通常可以

分为两类：时间 attention 机制和空间 attention 机制，本文用到

的主要是时间注意力。attention 机制是一种类似人脑的注意力

资源分配机制，通过概率权重分配的方式，计算不同时刻词向

量的概率权重，使一些词语能够得到更多的关注，从而提高该

隐藏层特征提取的质量。Attention model 基本结构如图 5 所示。 

x1

h1

ŀ

ŀ ht-1

xt-1 xt

ht
ŀ

ŀ

hn

xn

+

a1 at-1 at an

y

 

图 5 attention model 基本结构 

在 attention model 中，初始隐层状态到新的隐层状态的向

量 s 是各个隐层状态在新的隐层状态所占的比重大小的权重系

数 ia与初始输入的各个隐层状态 ih 乘积的累加和，计算公式如

下： 

 
1

t

i i

i

s h
=

= aä  

 
i

1

i

n

j

j

exp( e )

( e )

a

=

=

ä
 (9) 

 ( )i i i i ie v tanh w h b= +  

其中： ie 表示第 i 时刻隐层状态向量 ih 所决定的能量值， iv 和 iw

表示第 i 时刻的权重系数矩阵， ib 表示第 i 时刻相应的偏移量。

通过式(9)可以实现从输入的初始状态到新的注意力状态的转

换。 

2.2 BiGRU-Attention 模型 

BiGRU-Attention 模型共分为三部分：文本向量化输入层、

隐含层和输出层。其中，隐含层由 BiGRU 层、attention 层和

Dense 层三层构成。BiGRU-Attention 模型结构如图 6 所示。 

w11 wt1w12 w1m wt2 wtms1 st

Word_attention_Layer

BiGRU

Dense

Softmax

输入
层

隐含
层

ŀ ŀ ŀ

输出
层

 

图 6 BiGRU-Attention 模型图 

下面对这三层的功能分别进行介绍： 
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1)输入层 

输入层即文本向量化输入层主要是对 IMDB 电影评论的 25 

000 条数据的预处理即把这些评论数据处理成 BiGRU 层能够直

接接收并能处理的序列向量形式。m 个单词组成 l 个句子的文

本 a 即 { }1 2a ls ,s , ,s= ， 样 本 中 的 第 j 个 句 子 表 示 为

{ }1 2j j j jms w ,w , ,w= ，进行文本向量操作，使 aw wÍ 。文本向量化

具体操作步骤如下： 

a)读取数据并进行数据清洗； 

b)将数据向量化为规定长度 1 000 的形式（句子长度小于

规定值的，默认自动在后面填充特殊的符号；句子长度大于规

定值的，默认保留前 1 000 个，多余部分截去。） 

c)随机初始化数据，按 8:2 划分训练集和测试集； 

d)将数据向量化后，每一条电影评论都变成了统一长度的

索引向量，每一个索引对应一个词向量。  

经过上面的四步的操作之后，输入的 IMDB 数据就变成根

据索引对应词向量的形成词矩阵，即设处理后词向量的统一长

度为 1 000，使用 glove.6B.100d 的 100 维向量的形式，在

glove.6B.100d 中不能查找到的词向量随机初始化。设 jic 为第

j 个句子的第 i 个词向量，则一条长度为 1000 的 IMDB 评论数

据可以表示为： 

 1 1000 1 2 1000j : j j j jc c c c= Ä Ä Ä  (10) 

其中： 表示词向量与词向量的连接操作符， 1 1000j : jc 表示为

1 2 1000j j jc c c， ， ， 即为第 j 个句子的词向量矩阵。把 IMDB 每一条

评论中的每一个词按照索引去对应 glove.6B.100d 中词向量，生

成词向量矩阵。 

2）隐含层 

隐含层的计算主要分为两个步骤完成： 

a)计算 BiGRU 层输出的词向量。文本词向量为 BiGRU 层

的输入向量。BiGRU 层的目的主要是对输入的文本向量进行文

本深层次特征的提取。根据 BiGRU 神经网络模型图，可以把

BiGRU 模型看做由向前 GRU 和反向 GRU 两部分组成，在这

里简化为式(11)。在第 i 时刻输入的第 j 个句子的第 t 个单词的

词向量为 ijtc ,通过 BiGRU 层特征提取后，可以更加充分地学习

上下文之间的关系，进行语义编码，具体计算公式如式(11)所

示。 

 ( ) [ ]1ijt ijth BiGRU c t m= Í， ，  (11) 

b)计算每个词向量应分配的概率权重。这个步骤主要是为

不同的词向量分配相应的概率权重，进一步提取文本特征，突

出文本的关键信息。在文本中，不同的词对文本情感分类起着

不同的作用。地点状语、时间状语对文本情感分类来说，重要

程度极小；而具有情感色彩的形容词对文本情感分类却至关重

要 。 为 了 突 出 不 同 词 对 整 个 文 本 情 感 分 类 的 重 要 度 ，

BiGRU-Attention 模型中引入了 attention 机制层。Attention 机制

层的输入为上一层中经过 BiGRU 神经网络层激活处理的输出

向量  ijth ，attention 机制层的权重系数具体通过以下几个公式进

行计算： 

 ( )   tanhijt w ijt wu w h b= +  

 
( )
( )

T

ijt w

ijt T

ijt w

t

exp u u

exp u u
a =
ä

 (12) 

 
1

n

ijt ijt ijt

i

s ha
=

=ä  

其中: ijth 为上一层 BiGRU 神经网络层的输出向量， ww 表示权重

系数， wb 表示偏置系数， wu 表示随机初始化的注意力矩阵。

Attention 机制矩阵由 attention 机制分配的不同概率权重与各个

隐层状态的乘积的累加和，使用 softmax 函数做归一化操作得

到。 

3)输出层 

输出层的输入为上一层 attention 机制层的输出。利用

softmax 函数对输出层的输入进行相应计算的方式从而进行文

本分类，具体公式如下： 

 ( )1 1j ijty softmax w s b= +  (13) 

其中: 1 w 表示 attention 机制层到输出层的待训练的权重系数矩

阵， 1  b 表示待训练相对应的偏置， jy 为输出的预测标签。 

2.3 BiGRU-Attention 模型训练方法 

本文 BiGRU-Attention 模型以 IMDB 数据集、预设参数和

迭代次数 N 为输入，经过文本向量化输入层把 IMDB 数据集处

理词向量的形式，利用 BiGRU-Attention 模型对 IMDB 数据集

进行分类。 

算法  BiGRU-Attention 神经网络的文本情感分类算法 

输入: IMDB 数据集、预设参数、迭代次数 N。 

输出: IMDB 数据集的情感分类。 

在文本向量化输入层对数据进行清洗、划分为固定长度、随机初始化、

划分训练集和测试集、转化成对应词向量。 

IMDB 数据集对应的词向量的形式，设文本中某个词对应的词向量为

tx 。 

对 IMDB 每一条电影评论的处理： 

for hop=1 to h: 

( )1t t th GRU x ,h-=  

( )1t t th GRU x ,h-=  

t t ? t t t th w h v h b= + +  

( )   tanhijt w ijt wu w h b= +  

( )
( )

T

ijt w

ijt T

ijt w

t

exp u u

exp u u
a =
ä

 

1

n

ijt ijt ijt

i

s ha
=

=ä  

end for 

使用 softmax 函数计算分类的结果概率 ( )1 1j ijty softmax w s b= + 并

与原始的标签 进行对比，本文的目标函数为 

 
() ()

loss
j j

j

Ĕy logy=-ä  (14) 
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从式(14)可知，通过上述的训练步骤，对从 1 到 h 个单词

分别进行特征提取，分配相应权重累加求和,Dense 层进一步提

取特征，最后在 softmax 输出层进行分类，然后对所分类的各

个影评标签值和 ()j
logy 相乘的累加和，累加和为负值，取相反，

使损失最小，计算误差，使用 rmsprop 作为训练器，使模型训

练和收敛的更快，在沿随时间反向误差传播过程中根据误差不

断调整并更新权重和偏置，直到达到迭代次数或小于某一个固

定的精度为止。 

3 实验 

3.1 实验设置 

为了验证 BiGRU-Attention 模型的有效性，实验选用公开

的 IMDB 作为数据集。训练集和测试集按 8:2 进行划分，分别

用于模型训练和模型测试，具体划分情况如表 1 所示。 

表 1 数据集 

数据集 数据集 语句/条 类别 

IMDB 
训练集 20000 2 

测试集 5000 2 

本实验采用准确率、损失率和迭代时间作为实验的评价标

准。数据预处理是实验数据放入神经网络训练前最重要的一步。

文本向量层已经对数据处理做了详细的论述，在这里不做陈述。

本实验采用 keras 深度学习框架，底层为 TensorFlow，使用

Python 语言编程实现；实验运行环境为 JetBrains PyCharm 软

件、Win10 系统、内存 8 GB 等。本实验模型为文本向量输入

层、隐藏层和文本分类层的三层网络结构。实验中有许多超参

数需要设置和调整，超参数设置和调整都是在每一次迭代完成

后，根据实验的准确率、损失率调整的。经过多次迭代，实验

设置的超参数如表 2。 

表 2 模型参数设置 

参数 值 

BiGRU 隐藏层节点数 100 

Loss 函数 Categorical_crossentropy 

optimzer rmsprop 

Batch_size 50 

词向量维度 100 

3.2 实验评价标准 

本文采用准确率、损失率和迭代时间作为实验的评价标准，

设样本数总数为 M，被正确分类的样本数为 m,则正确率

( )为 

 Accuracy
m

M
=  (15) 

损失函数是在每一次随机批量训练的过程中，按照式(14)

的批量样本的相乘累加和取反得到。 

迭代时间是 10 次迭代过程每一次时间相加的和取均值得

到的。 

3.3 实验步骤 

BiGRU-Attention 模型的具体实验步骤如下： 

a)进行数据清洗； 

b)统一为固定长度的索引向量的形式； 

c)划分训练集和测试集； 

d)每一个索引向量对应词向量； 

e)拼接词向量，组成词矩阵，形成 BiGRU-Attention 模型的

输入； 

f)把文本输入矩阵放入 BiGRU 层，采用公式(11)进行模型

训练，提取文本层次特征； 

g)放入 Attention 模型给文本的向量分配相应的权重； 

h)采用 IMDB 测试集进行 BiGRU-Attention 模型性能评估。 

3.4 对比实验 

BiGRU-Attention 模型与以下常见的 7 模型进行对比。7 模

型的结构情况如下： 

a)ASC。Rozental 等人[26]提出的利用 Bi-LSTM 进行特征提

取和降维、最大池化层突出重点信息、全连接层降维，采用四

个不同维度处理的向量进行连接，进入全连接层，最后 softmax

分类的网络模型 

b)DBLSTM-Attention。Chen 等人[27]提出了 BiLSTM 和位

置 Attention 机制结合的混合实验模型。 

c)BiLSTM-Attentions。Kumar 等人[28]提出的利用 BiLSTM

和两层 Attention 机制结合的混合实验模型。 

d)HDBN 模型。Yan 等人[29]提出了主要利用 DBM 降噪降

维、DBN 提取层次特征和 softmax层文本分类的将 DBM 和 DBN

混合的 HDBN 的混合神经网络模型。 

e)S-LSTM。Zhu 等人[30]提出的利用树形结构的 LSTM 模型

并通过记忆细胞来记住历史信息的混合模型。 

f)BiLSTM-Attention 模 型 。 BiLSTM-Attention 模 型 与

BiGRU-Attention 模 型 属 于 同 种 类 型 的 混 合 实 验 模 型 。

BiLSTM-Attention 模 型就 是 把 BiGRU-A-ttention 模 型中 的

BiGRU 层换成 BiLSTM 层，其他实验设置均相同。 

g)LSTM-Attention 模 型 。 LSTM-Attention 模 型 、

Bi-LSTM-Attention 模型与 BiGRU-Attention 模型都属于同种类

型 的 混 合 实 验 模 型 。 LSTM-Attention 模 型 就 是 把

BiGRU-Attention 模型中的 BiGRU 层换成 LSTM 层，其他实验

设置均相同。 

以上所有的实验模型都基本分为文本向量输入层、隐藏层

即文本信息提取功能层和文本分类层的三层网络结构，超参数

相同，迭代次数均为 10 次。从以上分析可以看出，除了实验变

量层即模型功能层外，四种模型其他条件均相同，保证了实验

变量层的唯一性和实验结果的针对的比较性。 

3.5 实验结果分析 

3.5.1 与 HDBN、 S-LSTM 、ASC 、DBLSTM-Attention 、 

BiLSTM-Attentions 模型的对比实验 

本实验选用在 10 次迭代过程中，在测试集上最高的准确率
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作为该模型的准确率，对应的测试集最高准确率的损失率即为

该模型的损失率，对应的迭代时间即为该模型的迭代时间记为

time，具体如表 3 所示。 

表 3 不同模型的分类结果 

模型 准确率 损失率 time 

BiGRU-Attention 90.54% 0.2430 1100s 

ASC 89.96% 0.2445 985s 

BiLSTM-Attentions 90.34% 0.2438 1417s 

DBLSTM-Attention 88.85% 0..2650 1345s 

S-LSTM 88.74% 0.2847 1205s 

HDBN 86.94% 0.3947 1115s 

从表 3 可以看出，本文所提出的 BiGRU-Attention 模型在

准确率、损失率方面的表现性能均优于其他五种实验模型，时

间代价高于 ASC 实验模型但低于其他四种模型。从总体上看，

这六种实验模型的准确率、损失率、时间代价比较接近，准确

率、损失率、时间代价总是随着模型复杂度有所变化、上下波

动。表格从上往下进行依次对比，可以看出 BiGRU-Attention

模型准确率和损失率性能优于 ASC 模型，两模型都利用了

BiGRU 神经网络层，来提取文本的重点信息；两模型的区别在

于一个是在 BiGRU 层的基础上加了 Attention 层，利用 Attention

层分配相应的权重来突出文本的重点特征，而另一个则是在

BiGRU 层的基础上增加了最大池化层，利用最大池化的突出重

要信息，遗忘次要信息的特征。由两者的比较可以看出，

Attention 层在突出重要信息方面的表现性能要优于卷积的最大

池化层，表现在实验评价指标性能方面就是提高准确率，降低

损失率，但因为 Attention 层突出信息的功能是通过不断加权计

算 进 行 的 ， 相 比 于 单 纯 的 最 大 池 化 ， 时 间 代 价 增 加 ；

BiGRU-Attention 模 型 在 实 验 的 评 价 指 标 方 面 优 于

DBLSTM-Attention，这两个实验模型均存在 attention 层，

attention 层的主要功能基本相同，模型结构也基本相同；不同

在于实验模型的第一层一个是 BiGRU 层，而另一个是 BiLSTM

层，通过本实验这两个实验模型的评价指标观察分析，可以看

出 BiGRU 神经网络在提取文本重点信息、减少计算量方面相

比 BiLSTM 神经网络表现更优。BiLSTM-Attentions 模型与

DBLSTM-Attention 模 型 进 行 比 较 ， 两 者 的 区 别 在 于

BiLSTM-Attentions 模型要比 DBLSTM-Attention 模型多一个

Attention 层，通过对实验评价指标的分析，我们可以清楚的看

出 Attention 层突出文本信息的重要作用。 

总之，通过对上面几个模型的对比分析可以得出这样的一

个结论：在 IMDB 数据集上，BiGRU 模型要优于 BiLSTM，因

为 BiGRU 收敛速度更快，计算更简单，参数更少，在提高准

确率降低损失率的同时降低模型的训练时间；attention 层在突

出重点信息方面要优于卷积的池化层。所以 BiGRU-Attention

模型在实验的指标方面均表现比较优异。 

3.5.2 迭代次数 

本实验选用 10 次迭代实验来作为实验的评价指标分析。在

10 次迭代实验中，准确率、损失率和时间代价都不是一成不变

的，都在动态变化着。为了深刻地反映这种动态变化，本文在

所有的实验模型中，选取了最具典型、与本实验模型最相近、

且最新提出的四种（BiGRU-Attention、ASC、BiLSTM-Attentions

和 DBLSTM-Attention）模型进行对比。 

a) 本 文 将 BiGRU-Attention 模 型 与 ASC 、

BiLSTM-Attentions、DBLSTM-Attention 模型在训练集上进行

训练，在测试集上进行对比实验，得到在测试集上的准确率与

迭代次数之间的关系，具体如图 7 所示。 

 

图 7 四种模型准确率变化情况 

图 7 展示了四种模型随迭代次数准确率的变化情况，各个

模型从下往上看，总体上准确率不断地提高，BiGRU-Attention

模型的准确率始终高于其他三种模型，其中 BiGRU-Attention

模型的准确率高于 ASC 模型，突出 Attention 层相比最大池化

更具快速凸显的重要信息、提取的文本深层次特征，快速收敛，

快速提高准确性率的特征，在第三次迭代时就能达到最高准确

率，并且在最初训练时的准确率就高于其他三种，训练效果较

好；BiGRU-Attention 模型总体上准确率平稳变化，但在某些迭

代次数上可能会出现准确率较低的情况，但准确率始终高于其

他 三 种 模 型 ； 从 总 体 上 看 ， BiGRU-Attention 、 ASC 和

BiLSTM-Attentions 这三种模型曲线比较接近，而 DBLSTM 曲

线相对变化起伏比较大。可见，BiGRU 模型在提取文本深层次

特征方面表现更优且比较稳定；从迭代次数上看，并不是迭代

次数越多，准确率越高，每一种模型都有其达到最高准确率的

最佳的迭代次数如 BiGRU-Attention 模型在第四次迭代时准确

率最高，而 ASC 模型在第六次迭代时准确率最高。从以上分析

可以看出，BiGRU-Attention 模型能够在迭代次数最少的情况下

有效地提高训练数据的准确率。 

b)实验完成一次迭代所需要的时间是实验所需的时间代

价。图 8 给出了四种模型在相同的实验条件下完成一次迭代所

需要时间的变化趋势曲线。 

 

图 8 四种模型的迭代时间图 
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如图 8 可以看出，各个模型的迭代时间总体上没有多大起

伏，整体时间趋于平稳，一般都经过了最低的迭代时间之后，

再次训练的时候，训练时间不会再有较大的起伏；ASC 模型完

成一次迭代训练的时间最短，这与卷积的最大池化层的训练迭

代收敛速度是分不开的；BiGRU-Attention 模型的迭代时间曲线

位于 DBLSTM-Attention 迭代时间曲线和 ASC 曲线之间，总体

时间性能居中, BiGRU-Attention 和 DBLSTM-Attention 这两个

模型的区别基本上在于 BiLSTM 和 BiGRU 的不同所引起的，

二者迭代时间的不同，说明：迭代速度不同，BiGRU 比 BiLSTM

模型具有计算更快、参数更少的特性；BiLSTM-Attentions 模型

的迭代时间曲线相对来说最高，是因为 BiLSTM 神经网络相对

计算较复杂、增加了计算的时间并且 Attention 层在突出重点信

息的同时也增加了加权计算时间的缘故。 

c)测试数据集的损失率也是衡量模型性能的一个重要的标

准，损失率越小说明模型的性能指标越好。从图 9 可以看出，

各个模型在各次迭代过程中，有些模型损失率的起伏还是比较

大 的 如 BiGRU-Attention 、 DBLSTM-Attention 和

BiLSTM-Attentions 模型损失率曲线起伏比较大，但 ASC 模型

达到最低的损失率后，模型曲线没有多大变化，说明没有加入

Attention 层的模型的稳定性比较好；各个模型达到损失率最低

的迭代次数也不尽相同，比如 BiGRU-Attention 模型在第四次

迭代时达到最低损失率 0.2430；而 ASC 模型在第六次迭代时达

到最低的损失率 0.2445；BiGRU-Attention 模型最初迭代的时候

损失率明显的低于其他模型，达到最小的损失率后随着迭代次

数的增加，其损失率呈现逐渐上升的趋势;而 ASC 模型总体曲

线变化相对比较平稳，总体呈下降趋势。 

 

图 9 训练集损失率变化曲线 

结合图 7~9 可以看出，虽然 BiGRU-Attention 模型相比 ASC

模型需要训练的时间代价要稍微地高一些，但其准确率更高，

损失率更低，达到最佳准确率和损失率所需要的迭代次数更少，

总体上需要的训练时间较少；BiGRU-Attention 模型在训练集上

无 论 准 确 率 、 损 失 率 还 是 在 迭 代 次 数 上 都 具 有 相 比

DBLSTM-Attention 和 BiLSTM-Attentions 模型无法比拟的优

势。综上，本实验证明了 BiGRU-Attention 的模型有效性。 

3.5.3 与 BiLSTM-Attention 模型、LSTM-Attention 模型的对比

实验 

 BiGRU-Attention 模型与 HDBN、S-LSTM 、ASC 、

DBLSTM-Attention 、BiLSTM-Attentions 模型的对比实验已经

能充分的说明， BiGRU-Attention 模型具有降低模型训练时间、

高准确率和低损失率的特点。但是毕竟不属于同种类型混合实

验模型的对比，缺少实验的说服力。因此，选择 BiGRU-Attention

模型与 BiLSTM-Attention 模型、LSTM-Attention 模型的对比

实验，具体情况如表 4 所示。 

表 4 三种模型对比 

模型 准确率 损失率 time 

BiGRU-Attention 90.54% 0.2430 1100s 

BiLSTM-Attention 89.23% 0.2460 1352s 

LSTM-Attention 87.63% 0.2520 1221s 

通过三种模型的准确率、损失率和迭代时间的对比，可以

看出 BiGRU-Attention 模型在训练集和测试集比其他两种实验

模型表现更优。 

4 结束语 

本文提出了一种新的基于 BiGRU-Attention 的神经网络模

型，比起目前最广泛使用的 BiLSTM 神经网络和 Attention 的混

合模型，能够在提高准确率的同时降低损失率，适当地降低了

模型的训练时间。一方面说明 BiGRU 比 BiLSTM 更加的简单，

训练时间要快一些；另一方面说明 BiGRU 与 Attention 模型结

合的有效性；在与最新提出来的模型相比，总体上看来，

BiGRU-Attention 的神经网络模型略胜其他网络模型。虽然基于

BiGRU-Attention 的神经网络模型在 IMDB 数据集上的准确率

较高，损失率较低，但随着数据量的增大，其准确率会有所下

降；加入 Attention 机制模型需要进一步自动加和处理所有的对

象并且要存储相应的权重信息，增加了系统的计算和系统开销。

下一步将寻找能够在数据量巨大时，训练时间较短，准确率较

高，损失率较低，计算量小，系统开销小，更适合文本情感分

类的神经网络模型。 
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